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策略迭代(回顾)



策略估计
◦ 第一步：策略评估

◦ 策略评估使用贝尔曼方程来计算状态价值

◦ 下面是一个经典的例子计算



策略估计
◦



策略估计
◦ 任何在非终止状态间的转移得到的即时奖励均为-1，进入终止状态即时奖
励为0。

◦ 策略：每个动作概率为 0.25



策略估计, 例子



策略改进
◦ 策略改进基于当前评估得到的价值函数

◦ 如何改进？分析状态-动作价值函数，也就是，在当前状态s，执行动作a
之后的期望收益

◦ 而状态-动作价值函数的计算依赖于之前“估计”的价值函数



策略改进
◦ 策略改进基于当前评估得到的价值函数

◦ 如何改进？分析状态-动作价值函数，也就是，在当前状态s，执行动作a
之后的期望收益（下面是之前的例子中的状态-动作价值函数, 借助Grok）

◦



策略改进
◦ 策略改进基于当前评估得到的价值函数

◦ 对于状态-动作价值函数Q(s,a)，我们用贪心算法计算对每一个状态s使得
Q(s,a)最大的动作a’，作为新的策略



策略改进，例子



价值迭代



价值迭代——解释
◦ 策略迭代的策略评估需要值函数完全收敛才进行策略提升的步骤(每一步)

◦ 在策略迭代中关注的是最优的策略，如果说我们找到一种方法，让最优值
函数和最优策略同时收敛，那样我们就可以只关注值函数的收敛过程，只
要值函数达到最优，那策略也达到最优，值函数没有最优，策略也还没有
最优

◦ 方法：将策略改进视为值函数的改进，每一步都去求解最大的值函数

◦ 与策略迭代相比，没有等到状态价值收敛才去调整策略，而是随着状态价
值的迭代，及时调整策略，这样就大大减少了迭代的次数



价值迭代——解释
◦ 方法：将策略改进视为值函数的改进，每一步都去求解最大的值函数

◦ 与策略迭代相比，没有等到状态价值收敛才去调整策略，而是随着状态价
值的迭代，及时调整策略，这样就大大减少了迭代的次数

◦ 由于更新策略的时候选取了贪心的方法，所以可以直接使用最优的动作价
值去更新状态价值



价值迭代



价值迭代和策略迭代
◦ 策略迭代可以看作每个迭代步骤包含两步骤。第一步是评估当前的策略，
第二步是改进当前的策略。其中评估当前的策略需要求解贝尔曼方程

◦ 如果我们不追求贝尔曼方程的解，仅仅迭代一次；然后就改进策略，那么
就是价值迭代

◦ 并且，价值迭代的过程中没有显式记录每一步的策略



异步DP



异步DP
◦ 之前的DP都基于同步回溯：每个状态的价值需要回溯扫描计算，这些操
作都发生在同一步中。有较高的计算代价(需要对每个状态回溯计算得到
value)

◦ 因此考虑异步DP



异步DP算法
◦ 在位更新（In-Place Update）

◦



异步DP算法
◦ 在位更新

◦ 在同一步，之前更新的s的价值对后面更新的s的价值有影响



异步DP算法
◦ 优先扫描

◦ 误差大的状态优先处理



异步DP算法
◦ 实时更新

◦ 立即更新当前状态的值的估计



2.5 Monte Carol



Monte Carol
◦不需要知道环境的所有信息

◦在对环境只有很少的先验知识时从验中学习来取得很好的效果



Monte Carol 预测
◦



Monte Carol 预测
◦对具体策略产生的回报取平均值来从验中评估状态价值函数

◦首次 Monte Carol 和每次 Monte Carol

◦



Monte Carol 预测
◦对具体策略产生的回报取平均值来从验中评估状态价值函数

◦首次 Monte Carol 和每次 Monte Carol

◦独立地对不同的状态值进行估算

◦它不用其他状态的估算来估算当前的状态值



动作价值的蒙特卡洛估计
◦ 如果模型可用(即指导转移概率和reward)，那么在得到状态价值函数的估
计之后, 就可以直接对策略进行评估

◦ 如果模型不可用, 那么还需要估计动作价值（即状态-动作对的期望回报）
特别有用，因为它允许智能体基于实际经验来评估不同动作的优劣。不
需要环境模型，而是直接从与环境的交互中学习。

◦可能会有一些状态从来都没有被访问过，所以就没有回报。为了选择最
优的策略，我们必须要探索所有的状态。一个简单的方法是直接选择那
些没有可能被选择的状态-动作对来作为初始状态。这样一来，就可以保
证在足够的回合数过后，所有的状态-动作对都是可以被访问的。我们把
这样的一个假设叫作叫作探索开始（Exploring Starts）。



动作价值的蒙特卡洛估计
◦



蒙特卡洛控制
◦对状态-动作值使用贪心策略，在这种情况下不需要使用环境模型。
贪心策略会一直选择在一个状态下有最高价值的动作

◦ 而策略估计的方法和DP中完全一样



增量蒙特卡洛
◦通过逐步更新估计值来提高估计的准确性，而不是一次性计算整个
回报序列的平均值



增量蒙特卡洛



时序差分算法





回顾: 贝尔曼方程



时序差分算法（Temporal-Difference）
-



回顾: 动态规划



回顾: 动态规划



时序差分算法





偏差（Bias）/方差（Variance）权衡
•累计奖励 𝐺𝑡 = 𝑅𝑡+1 + 𝛾𝑅𝑡+2 + ⋯ + 𝛾𝑇−1𝑅𝑇 是 𝑉𝜋 𝑆𝑡 的无偏估计，收敛性质好

•时序差分目标 𝑅𝑡+1 + 𝛾𝑉 𝑆𝑡+1 是 𝑉𝜋 𝑆𝑡 的有偏估计，存在初值敏感等问题

•时序差分目标具有比累计奖励更低的方差
• 累计奖励取决于多步随机动作，多步状态转移，多步奖励

• 时序差分目标取决于单步动作，单步状态转移，单步奖励



多步时序差分

本页来自杨耀东老师的ppt



TD(𝜆)算法
• 𝑇𝐷(𝜆) 在多步时序差分的基础上使用了加权平均 𝜆 ∈ 0, 1 :

𝐺𝑡
𝜆 = 1 − 𝜆 ෍

𝑛=1

∞

𝜆𝑛−1𝐺𝑡
𝑛

•这里提一个有趣的现象，如果将 𝑅𝑡 + 𝛾𝑉 𝑆𝑡 − 𝑉 𝑆𝑡−1  定义为 𝛿𝑡, 则

𝐺𝑡
𝑛

= 𝑅𝑡+1 + 𝛾𝑅𝑡+2 + ⋯ + 𝛾𝑛−1𝑅𝑡+𝑛 + 𝛾𝑛𝑉 𝑆𝑡+1 = 𝑉 𝑆𝑡 + ෍

𝑘=1

𝑛

𝛾𝑘−1𝛿𝑡+𝑘

𝐺𝑡
𝜆 = 𝐺𝑡

1
+ ෍

𝑘=2

∞

𝜆𝑘−1(𝐺𝑡
𝑘

− 𝐺𝑡
𝑘−1

) = 𝑉 𝑆𝑡 + ෍

𝑘=1

∞

𝜆𝛾 𝑘−1𝛿𝑡+𝑘

•如果 𝜆 = 0，退回到单步TD(0)，如果 𝜆 = 1，则退化成蒙特卡洛



时序差分算法（动作价值函数版本）
•动作价值函数的TD算法需要同时考虑状态-动作对的交替，Sarsa更新规则为

𝑄 𝑆𝑡 , 𝐴𝑡 ← 𝑄 𝑆𝑡 , 𝐴𝑡 + 𝛼 𝑅𝑡+1 + 𝛾𝑄 𝑆𝑡+1, 𝐴𝑡+1  − 𝑄 𝑆𝑡 , 𝐴𝑡

•其中Sarsa 每一步只需给定五元组 𝑆𝑡 , 𝐴𝑡 , 𝑆𝑡+1, 𝐴𝑡+1, 𝑅𝑡+1  即可更新 𝑄 函数

• Q-Learning 的更新规则如下

𝑄 𝑆𝑡 , 𝐴𝑡 ← 𝑄 𝑆𝑡 , 𝐴𝑡 + 𝛼 𝑅𝑡+1 + 𝛾 max
𝑎

 𝑄 𝑆𝑡+1, 𝑎 − 𝑄 𝑆𝑡 , 𝐴𝑡

•Q-Learning 只需要四元组 𝑆𝑡 , 𝐴𝑡 , 𝑆𝑡+1, 𝑅𝑡+1  即可完成更新



Sarsa 算法



Q-Learning



在线策略与离线策略
•行为策略𝜇：用于与环境交互获取数据的策略

•目标策略𝜋：算法实际更新的策略

•在线(同轨)策略方法：更新策略和行为策略必须相同，如 Sarsa

•离线(离轨)策略方法：更新策略和行为策略可以不同，如 Q-Learning

•例子1、经验回放: 策略更新后，之前用过的数据是否能反复使用？
• Sarsa: 对于过去时刻𝑡的数据 𝑆𝑡 , 𝐴𝑡, 𝑅𝑡+1, 𝑆𝑡+1, 𝐴𝑡+1 ，假设时刻𝑡的策略为 𝜋𝑡，在时刻𝑇(> 𝑡)的新
策略为 𝜋𝑇，由于选取𝐴𝑡的行为策略和选取𝐴𝑡+1的目标策略必须相同，都只能是 𝜋𝑡

• Q-Learning:对于过去时刻𝑡的数据 𝑆𝑡 , 𝐴𝑡, 𝑅𝑡+1, 𝑆𝑡+1 ，假设时刻𝑡的策略为 𝜋𝑡，在时刻𝑇(> 𝑡)的新
策略为 𝜋𝑇，由于选取𝐴𝑡的行为策略和实际更新的目标策略可以不同，可以让𝜋𝑡充当行为策略，
𝜋𝑇充当目标策略继续学习

•例子2、Q-Learning 的行为策略常常选用𝜖-贪婪策略进行学习



策略优化



策略优化算法
•基于价值的优化：通过优化动作价值函数来获得对动作选择的偏好，如Q-Learning

•基于策略的优化：根据采样的奖励值来直接优化策略，如 REINFORCE，交叉熵

•二者的结合：Actor-Critic 方法



基于价值的优化

◦在 Q-Learning 中，我们使用传统查找
表(Lookup Table)方法，为每个状态-动
作对记录一个值，然而现实世界可能
有更大和更复杂的状态动作空间，甚
至可以是连续的，例如围棋有约 10170

个状态

◦为了将基于价值的强化学习应用到大
规模任务上，函数拟合器可用来应对
上述限制条件，一般记函数拟合器的
参数为 𝑤, 例如 𝑉(𝑠; 𝑤), 𝑄(𝑠, 𝑎; 𝑤).



基于价值的优化
函数拟合器包括

•线性方法：权重 𝜽 和特征实数向量
𝜙 𝑠 = (𝜙1 𝑠 , 𝜙2 𝑠 , ⋯ )的线性组合

•非线性方法：人工神经网络

•其他方法：决策树，最近邻等



基于价值的优化
•如何更新函数拟合器的参数 𝑤?

•对于函数拟合器 𝑉𝜋(𝑠; 𝑤) 和 𝑄𝜋(𝑠, 𝑎; 𝑤), 假设真实目标分别为 𝑣𝜋 𝑠  和 𝑞𝜋(𝑠, 𝑎), 则优化目
标可以设置为二者的均方误差

𝐽 𝑤 = 𝐸𝜋 𝑉𝜋 𝑠; 𝑤 − 𝑣𝜋 𝑠
2

𝐽 𝑤 = 𝐸𝜋 𝑄𝜋 𝑠, 𝑎; 𝑤 − 𝑞𝜋 𝑠, 𝑎
2

•可以通过随机梯度下降法最小化该误差

Δ𝑤 = 𝛼 𝑉𝜋 𝑠; 𝑤 − 𝑣𝜋 𝑠  ∇𝑤𝑉𝜋 𝑠; 𝑤

Δ𝑤 = 𝛼 𝑄𝜋 𝑠, 𝑎; 𝑤 − 𝑞𝜋 𝑠, 𝑎  ∇𝑤𝑄𝜋 𝑠, 𝑎; 𝑤

•𝑣𝜋和𝑞𝜋可以是被估计的
• 例如对于蒙特卡洛方法，𝑣𝜋 𝑠  是用采样回报 G𝑡 估计的

• 对于时序差分， 𝑣𝜋 𝑠 是用目标函数 𝑅𝑡 + 𝛾𝑉_𝜋 𝑆𝑡+1; 𝑤𝑡  估计的，例如后续的DQN



基于策略的优化
•策略当然也可以参数化，我们之前接触的 𝜖-贪婪策略就含有参数 𝜖. 我们一般用 𝜃 表示策
略的参数。策略可以分为确定性策略 𝐴𝑡 = 𝜇𝜃 𝑆𝑡 和随机性策略 𝐴𝑡 ∼ 𝜋𝜃 ⋅ 𝑆𝑡 .

•确定性策略同样可以用线性方法，神经网络或者其他方法

•随机性策略除神经网络外，还有如下方法
• 二值化动作策略（如伯努利分布 𝑃 𝑠; 𝜃 = 𝜃𝑠 1 − 𝜃 1−𝑠, 𝑠 ∈ {0,1}）

• 类别型策略（各种分类器，常用 softmax 激活函数）

• 对角高斯策略（多变量高斯分布，但是协方差矩阵只有对角元非零，即不同动作维度不相关）
• 除了直接建模 𝜃 = (𝝁, 𝝈) 以外还可以使用再参数化方法，令该多变量高斯分布的均值和方差为 𝝁𝜃 和 𝝈𝜃

• 其他方法



基于策略的优化
•如何更新策略 𝜋𝜃 𝑎 𝑠 = 𝑃 𝑎 𝑠; 𝜃 的参数 𝜃 呢？

•直觉上我们应该
• 降低带来较低价值/奖励的动作出现的概率

• 提高带来较高价值/奖励的动作出现的概率

•一个离散动作空间维度为5的例子

本页来自杨耀东老师的ppt



基于策略的优化
•考虑简单的单步马尔可夫决策过程
• 起始状态 𝑠 ∼ 𝑑 𝑠

• 进行一步决策后结束，获得奖励 𝑟𝑠𝑎

•策略的价值期望

𝐽 𝜃 = 𝐸𝜋𝜃
[𝑟] = ෍

𝑠∈𝑆

𝑑 𝑠 ෍

𝑎∈𝐴

𝜋𝜃 𝑎 𝑠 𝑟𝑠𝑎

•直接求导
𝜕𝐽 𝜃

𝜕𝜃
= ෍

𝑠∈𝑆

𝑑 𝑠 ෍

𝑎∈𝐴

𝜕𝜋𝜃 𝑎 𝑠

𝜕𝜃
𝑟𝑠𝑎

 = ෍

𝑠∈𝑆

𝑑(𝑠) ෍

𝑎∈𝐴

𝜋𝜃 𝑎 𝑠
𝜕log 𝜋𝜃 𝑎 𝑠

𝜕𝜃
𝑟𝑠𝑎

 = 𝐸𝜋𝜃

𝜕log 𝜋𝜃 𝑎 𝑠

𝜕𝜃
𝑟𝑠𝑎



策略梯度定理
•用长期的价值函数 𝑄𝜋𝜃(𝑠, 𝑎) 代替前面的瞬时奖励 𝑟𝑠𝑎

𝜕𝐽 𝜃

𝜕𝜃
= 𝐸𝜋𝜃

𝜕log 𝜋𝜃 𝑎 𝑠

𝜕𝜃
𝑄𝜋𝜃 𝑠, 𝑎

•证明比较复杂，可以参考 Sutton 的《强化学习》第2版第13章

•顺带一提，策略优化的本节虽然只是《深度强化学习》的一小节，但是 Sutton 的《强化学
习》中花了整整5章、差不多1/3的篇幅来讲述，由此可见其内容非常丰富，远远不是十几
页ppt能讲完的，因此感兴趣的话推荐读一下 Sutton 的这本书





结合基于策略和基于价值的方法
•如果将价值函数 𝑉 𝑠 或 𝑄 𝑠, 𝑎 和策略函数 𝜋 都参数化，我们将会有两套参数 𝑤 和 𝜃.

•我们将 V𝜋(𝑠; 𝑤) 或 Q𝜋(𝑠, 𝑎; 𝑤) 称为行动者 Actor

•将 𝜋𝜃(𝑎|𝑠) 称为批判者 Critic

•这形成了一个非常重要的算法结构，叫做 Actor-Critic

•典型的 Actor-Critic 方法包括
• Q值 Actor-Critic

• 深度确定性策略梯度 DDPG 等

•可以按照前面的方式，交替更新 Actor 和 Critic



谢谢！


