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Deepseek-R1 三点贡献
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• DeepSeek-R1-Zero：纯强化学习

• DeepSeek-R1：冷启动SFT → RL → CoT/通用数据 SFT(80w条) → 全场景RL

• 蒸馏小模型：用第三阶段的80w条数据SFT小模型



Deepseek-R1-Zero
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• 直接从Deepseek-v3-base做纯RL

• 数据：数学 + 代码(leetcode)

• 使用基于规则的奖励（准确率奖励+格式奖励）

• 优点：
• 不需要存储Reward Model

• 人工标注成本低



Deepseek-R1-Zero
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• GRPO     

PPO Memory = Actor Model + Critic Model + Reference Model + Reward Model

R1 GRPO Memory = Actor Model + Reference Model
红色表示训练，蓝色表示冻结

GRPO相较于PPO节省了约50%内存



Deepseek-R1-Zero
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• self-evolution



Deepseek-R1-Zero
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• Aha Moment

R1复现经验：
• 模型回复长度增加不代表成功复现R1，还需要观察到准确率的上升
• 有Aha Moment 不代表成功复现R1，还需要观察到有Aha Moment的数据比没有

Aha Moment的数据准确率高



Deepseek-R1-Zero
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Q：对base模型做RL 和对SFT后的模型做RL有什么区别？

Q：R1-Zero效果已经这么好了，为什么不能直接使用？
A：R1-Zero的推理过程质量很差，存在不可读、多语言混合的缺点。需要使用高质量数据先做冷
启动再RL能解决这些缺点。



R1 第一阶段：冷启动SFT
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• 训练模型：DeepSeek-v3-base

• 数据：数千条高质量、可读性强的数据

• 冷启动好处：让模型在后续RL中生成更有意义的推理过程。



R1 第二阶段：推理导向的RL
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• 训练模型：冷启动后的R1-sft1

• 数据：R1-zero训练的数据
• Reward = 准确率奖励 + 语言一致性奖励

• 语言一致性奖励即CoT中目标语言单词的比例，减少推理链中的语言混合问题。



R1 第三阶段：拒绝采样+SFT
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• 训练模型：DeepSeek-v3-base

• 推理数据（600K）
• 能使用准确率奖励的数据：提供一些问题，使用上一阶段的R1-rl1生成k个结果，使用规
则奖励挑选奖励最大的结果。

• 不能使用准确率奖励的数据：提供一些问题，使用R1-rl1生成k个结果，把模型生成结果
和 ground-truth同时喂给DeepSeek-v3来对比两者的差异。

• 过滤含有混合语言、长段落、有代码块的数据
• 非推理数据（200K）

• 部分v3使用过的sft数据
• 提供提示词，让DeepSeek-v3生成回答。对于简单问题直接生成回答，困难问题生成

CoT+回答。

• 在DeepSeek-v3-base上微调共800K条数据



R1 第四阶段：全场景强化学习
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• 训练模型：第三阶段得到的R1-sft2

• 推理数据 - 提升推理能力：
• 使用R1-Zero的RL方法（基于规则的奖励+GRPO）

• 通用数据 - 对齐人类偏好：
• 使用标准的RL方法（正常奖励模型捕捉人类偏好+GRPO）



PPO回顾
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GRPO

prompt completions rewards advanteges



为什么不用DPO？

语言模型DPO

判别模型Loss 生成模型Loss

Prompt：意大利面应该拌

模型输出 1：蕃茄肉酱 模型输出 2：油泼辣子

坏的DPO Model：42号混凝土

好的DPO Model：蕃茄肉酱

Ref Model：油泼辣子



为什么PPO/GRPO更能避免训崩？

DPO是offline的。仅从偏好数据中训练，ref模型不知道自己训崩了。
PPO是online的。模型每个epoch自己生成数据进行训练，假设训崩了，ref模型会有很大的KL约束。



DAPO

• Decoupled Clip and Dynamic sAmling Policy Optmization

• 对GRPO进行了优化

• 贡献
• Clip-Higher

• Dynamic Sampling

• Token-Level Policy Gradient Loss

• Overlong Reward Shaping



DAPO：移除KL散度

• 移除KL散度的理由：在训练长思维链推理模型时，模型分布可能与初始模型显著偏离，因此
这种限制不是必要的。

• 基于规则的奖励建模



DAPO：Clip-Higher

old模型中低概率token想要增加会很难。
假设epsilon为0.2, 旧模型概率为0.01和0.9时，新模型概率最多为0.012和1.08，因此低概率token上升很难



DAPO：Dynamic Sampling

假如对于某个问题，多次采样的结果都正确，会导致所有输出的奖励相同，优势函数等于0，梯度不更新。
动态采样机制是指对样本持续采样直到既有不正确的样本也有正确的样本



DAPO：Token-Level Policy Gradient Loss

使长序列对梯度的影响比短序列更大



DAPO：Overlong Reward Shaping

Soft Overlong Punishment



DAPO


