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PART 01

时序差分方法
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无模型的强化学习
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• 需要构建环境的模型，通常指的是状态转移概率 P(s′∣s,a) 和奖励函数 R(s,a) ，即给定一个状

态 s 和动作 a，可以预测下一状态 s′ 和对应的奖励 R。

• 典型算法：动态规划（DP）

有模型的强化学习：

无模型的强化学习：

• 不需要显式建模环境，而是直接通过与环境交互来学习策略或价值函数。它不知道状态转移概

率 P(s′∣s,a) 和奖励函数 R(s,a) ，而是通过试探和估计来处理决策问题。

• 典型算法：时间差分（TD）方法，如 Q-Learning 和 SARSA，直接更新价值函数。
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时序差分方法
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• 和蒙特卡洛的相似之处在于可以从样本数据中学习，不需要事先知道环境

• 和动态规划的相似之处在于根据贝尔曼方程的思想，利用后续状态的价值估计来更新当前状态

的价值估计

时序差分方法用于估计策略的价值函数，结合了蒙特卡洛和动态规划的思想。
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时序差分方法
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时序差分方法：

• 时序差分算法用当前获得的奖励加上下一个状态的价值估计来作为在当前状态会获
得的回报

• 时序差分vs蒙特卡洛

计算时机 回报计算方式

蒙特卡洛 整个序列结束后 回报 = 整个序列的累计奖
励

时序差分 当前步结束即可 回报 ≈ 当前奖励 + 下一
个状态的价值估计
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为什么 TD目标能替代 Gt ?
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PART 02

SARSA & Q-learning
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SARSA
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SARSA算法用于估计策略 𝜋下的动作价值函数𝑄π(𝑆, 𝑎)

动作的选择使用ϵ-贪婪策略
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SARSA 实际过程
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Q-learning
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Q-learning 算法用于估计策略 𝜋下的动作价值函数𝑄π(𝑆, 𝑎)

动作的选择使用ϵ-贪婪策略：
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Q-learning 实际过程

< 11 >



Center of Machine Learning Research

SARSA vs Q-learning
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SARSA Q-learning

实际动作 ϵ-贪婪策略 ϵ-贪婪策略

评估动作 ϵ-贪婪策略 直接选择 𝑎𝑟𝑔𝑚𝑎𝑥𝑎(𝑆𝑡+1, 𝑎)

策略类型 on-policy off-policy

目标值计算 𝑟𝑡 + γ𝑄(𝑠𝑡+1, 𝑎𝑡+1) 𝑟𝑡 + γ · max
𝑎′

𝑄(𝑠𝑡+1, 𝑎′) 

适用场景 更新稳定，适合探索性较强的场
景

收敛快，适合需要快速找到最优
策略的场景

关于On Policy和Off Policy的区别

https://zhuanlan.zhihu.com/p/420254841
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DQN 算法
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从表格到函数
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Q-learning 算法中，我们以表格的形式存储动作价值函数Q，这种用表格存储动作价值的

做法只在环境的状态和动作都是离散的，并且空间都比较小的情况下适用

当状态或者动作数量非常大的时候，这种做法就不适用了。例如，当状态是一张 RGB 图像

时，假设图像大小210×160×3是，此时一共有种256210×160×3状态，在计算机中存储这个

数量级的值表格是不现实的。更甚者，当状态或者动作连续的时候，就有无限个状态动作

对，我们更加无法使用这种表格形式来记录各个状态动作对的值。

对于这种情况，我们需要用函数拟合的方法来估计Q值，即将这个复杂的值表格视作数据，

使用一个参数化的函数Qθ来拟合这些数据
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从表格到函数
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我们可以用一个神经网络来表示函数

• 若动作是连续（无限）的，神经网络的输入是状态s和动作a，然后输出一个标量，表示

在状态s下采取动作a能获得的价值

• 若动作是离散（有限）的，除了可以采取动作连续情况下的做法，我们还可以只将状态

s输入到神经网络中，使其同时输出每一个动作的Q值

通常 DQN（以及 Q-learning）只能处理动作离散的情况，因为在函数的更新过程中

有maxQ(s,a)这一操作
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CartPole 环境中的 Q 网络示意图
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Q 网络的损失函数
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回顾 Q-Learning 的更新规则

核心思想：利用 TD 目标（Temporal Difference）来逼近真实的 Q 值。

构造损失函数：最小化 Q 值的估计与 TD 目标之间的均方误差（MSE）

其中 N 表示小批量样本的数量，用于计算平均损失
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关键技术：经验回放
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1. 我们在与环境交互时，会收集很多数据（状态、动作、奖励、下一状态等）

2. 不是直接用这些数据更新 Q 网络，我们把这些数据存储在一个经验回放缓冲区

（Replay Buffer） 中

3. 在训练时，从缓冲区中 随机采样 一部分数据来更新网络，而不是直接使用最新采集的

数据
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关键技术：经验回放
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经验回放的作用：

1.打破样本间的相关性，满足独立同分布假设

2.提高数据使用效率

3.平滑学习过程，减少策略震荡
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关键技术：目标网络
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DQN 的目标是让 𝑄𝜔(𝑠, 𝑎)接近 TD 目标

问题：TD 目标依赖于神经网络的输出，若训练网络参数不断更新，目标值也会不断变化，
导致训练过程不稳定。

解决方法：通过引入目标网络 𝑄𝜔−(𝑠, 𝑎)，将 TD 目标值固定一段时间，减少目标值的波动。

实现方式：

TD目标：

• 在训练中，使用目标网络 𝑄𝜔−(𝑠, 𝑎)来计算 TD 目标，只更新训练网络 𝑄𝜔(𝑠, 𝑎)
• 目标网络的参数 ω− 每隔若干步与训练网络的参数 ω 同步一次
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关键技术：目标网络
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目标网络的好处：

1. 减少目标值的波动，稳定训练过程

2. 防止发散，减少更新的相互影响

3. 缓解过估计问题



PART 04

DQN 改进算法
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Double DQN
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普通的 DQN 算法仍然会导致对价值的过估计（overestimation）

其中，max操作会选择下一状态中Q值最大的动作。然而，由于以下原因，Q值的估计可能被高估：

1. 估计误差：神经网络对Q值的预测可能存在噪声。

2. 最大化偏差：max操作会放大误差，即使某些动作的真实Q值较低，其估计值可能因噪声被误认

为更高。
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Double DQN
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带来两个问题：

1. 训练时用到的Q值可能被高估

2. 可能选择次优动作

过估计问题会随着训练逐步放大：

1. 误差传播：高估的目标Q值会通过贝尔曼方程传播到更早的状态。

2. 策略偏移：策略倾向于选择被高估的动作，但这些动作的实际收益可能较低，导致次优策略。

Action 预测Q值 真实Q值

a1 0.9 1.0

a2 1.2 0.5
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Double DQN
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Double DQN 的TD目标：

1. 动作选择 使用训练网络𝑄𝑤而不是目标网络 𝑄𝑤−

2. Q 值估计 依然由目标网络 𝑄𝑤− 完成，但只计算训练网络选择的动作 a* 的值。
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Double DQN
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为什么 Double DQN 能大幅度改善过估计的问题？

1. 从直觉上：避免目标网络既选择动作又计算价值，造成高估

2. 从数学上：由于 a* 是训练网络选择的动作，不一定是目标网络中 Q 值最大的动作，Q值估计
会更保守，从而减少过高估计
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Dueling DQN
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在传统DQN中，网络直接输出每个动作的Q值Q(s,α)，但这种方式存在一个关键问题：某

些状态下，所有动作的价值主要由状态本身决定，而非动作之间的差异。例如：

• 赛车游戏中：如果前方是悬崖，无论左转还是右转（动作），只要避开悬崖，状态的整

体价值（存活）都很高，此时动作之间的差异较小。

• 导航任务中：如果智能体处于安全区域，所有动作（前进、左转、右转）的长期收益可

能相近，但若处于危险区域（如靠近敌人），不同动作的收益差异会显著增大。

问题本质：直接学习Q(s,α)会导致网络重复建模状态的价值（例如“安全"或”危险"），而

这些信息对所有动作是共享的。这会降低学习效率，尤其是在动作对结果影响较小的场景

中。
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Dueling DQN
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Dueling DQN 将Q分解为两个部分：

• 状态价值函数 V(s)：反映状态 s 的总体价值，与具体动作无关。

• 优势函数 A(s,a)：表示动作 a 相对于其他动作的好坏程度。
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Dueling DQN
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在这样的模型下，我们不再让神经网络直接输出Q值，而是训练神经网络的最后几层的两

个分支，分别输出状态价值函数和优势函数，再求和得到Q值
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Dueling DQN
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存在对于V值和A值建模不唯一性的问题：

• 对于同一组 Q(S,a) ,存在无数种 V(s) 和 A(s,a) 的组合。

• 例如：若将 V(s) 增加一个常数 C ,同时将所有 A(s,a) 减少 C ,则 Q(s,a) 保持不变。

这种不唯一性会导致两个严重问题：

1. V 和 A 的“职责“不明确：Q 网络不知道 V(s) 表示状态价值，A(s,a) 表示动作优势

2.训练不稳定：梯度更新时，网络可能同时调整 V(s) 和 A(s,a) 的值，导致它们的值剧烈波

动，但Q(s,a) 却保持稳定。这会降低训练效率。
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Dueling DQN
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为了消除上述不唯一的问题，Dueling DQN 通过约束 A(s,a) 的值，确保动作优势的实际输

出在特定条件下为 0。

1. 

此时V(s)的实际意义为Q的最大值：

2. 

此时V(s)的实际意义为Q的平均值：



Center of Machine Learning Research

优先经验回放
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在传统DQN中，经验回放(Experience Replay)通过存储历史经验(s,a,r,s’)并均匀随机采样

来训练网络。然而，均匀采样忽略了不同经验的重要性差异。例如：

• 某些经验（如高TD误差的样本）可能包含更多有价值的信息，值得被更频繁地学习。

• 某些经验（如稀疏奖励场景中的成功轨迹）可能对策略改进至关重要，但出现概率极低。

优先经验回放的核心思想：根据经验的重要性赋予不同的采样概率，优先回放对学习更有

帮助的样本，从而加速收敛并提升性能。
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优先级度量：TD 误差
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优先级的依据是时序差分误差（TD Error），定义为：

• TD 误差大：网络预测值与目标值差距大，说明该样本尚未被充分学习。

• TD 误差小：样本已被较好学习，优先级较低。
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两种优先级分配方式
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1. 基于比例的优先级（Proportional Prioritization）：

• ϵ>0 是极小常数，避免零优先级。

• 采样概率与 pi 成正比。

2. 基于排序的优先级（Rank-based Prioritization）：
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采样策略
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样本 i 的采样概率为：

• α ∈[0,1] ：控制优先级的强度

• α =0：退化为均匀采样

• α =1：完全按优先级采样。
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重要性采样
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我们通过最小化TD 误差的平方（即损失函数）来更新 Q 网络：

• 均匀采样：每个样本被采样的概率为                     （N 是经验池大小）

• 优先采样：每个样本被采样的概率       与其 TD 误差正相关
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重要性采样
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为了修正梯度方向，需定义重要性采样比将优先采样的梯度转换为均匀采样的等效形式：

此时，优先采样的梯度可重写为：

定义重要性采样权重并代入损失函数：
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小结

< 38 >

3

2

1
时序差分方

法

Q-learning

DQN DQN变体

SARSA



Thank you!
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