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强化学习概述



强化学习应用广泛
◦ 围棋高手Alpha Go, Alpha Zero.

◦ 人类反馈的强化学习 RLHF



强化学习基本设定
◦ 智能体+环境

◦ 在状态St下，智能体选择执行动作At

◦ 在动作At下，环境返回奖励Rt以及新的
状态St+1.



多臂老虎机问题



多臂老虎机——强化学习界的果蝇
◦问题设定：假设老虎机有n个臂，每个
臂每次给出的奖励值可认为满足正态分
布𝑁 μi, σi

2 . 

◦每一轮游戏，玩家可根据先前的经验选
择一个臂，同时获得相应奖励。

◦玩家的目标是尽可能在较少的轮次内，
识别出奖励值较大的那些臂，并在之后
的轮次内更多选择这些臂。



多臂老虎机——强化学习界的果蝇
◦智能体：玩家

◦环境：多臂老虎机

◦状态集：只有一个状态，即在玩状态。

◦动作集：选择臂的编号。

◦奖励值：每次摇臂获得的奖励。



一个简单的想法：

统计每个臂的每次回报的平均值，作为对其期望奖励的估计。
同时在每次需要抉择时，选择当前所有臂中平均奖励最大的一个
臂来进行下一轮游戏。

根据当前已有信息，始终选择最优的算法通常称为贪心算法。



◦贪心算法的弊端在于其十分容易陷入局部最优解中。譬如多臂老虎
机问题中，玩家将所有臂尝试一次后，选出某个单次奖励最大的臂，
如果该臂确实是一个较优的臂，玩家在很长的时间内可能都会选择
该臂，而不再去探索其他潜在可能更好的臂。

◦与贪心算法相对的是完全随机算法，即玩家每次完全随机地从每个
臂中选择一个臂。

◦实际中的算法通常是介于贪心算法与完全随机算法之间的算法，既
考虑了充分利用现有的信息，又考虑了去探索潜在的可能更好的选
择。



利用（exploitation）探索（exploration）
◦ 利用与探索的平衡是强化学习乃至整个计算机科学的一对重要范畴。

◦ 例：当食堂上新时，我们倾向于选择探索，以期尝试到更美味的食物；
而当食堂菜品趋于稳定时，我们倾向于选择利用，即经常光顾我们品鉴
过的不错的窗口，以求每日尽可能达到最好的就餐体验。



几种经典的动作选择策略
◦贪心策略：每次选择平均奖励最大的臂。

◦ ε贪心策略：以(1-ε)的概率选择平均奖励最大的臂；以ε的概率随机
选择。

◦置信上界（UCB）方法：

◦其中𝑄t(𝑎)即为该臂的平均奖励；c为一个给定的置信度系数，用于
平衡探索与开发；N𝑡(𝑎)表示在t时刻之前动作a被选择了几次。



实际效果



多臂老虎机 vs 机器学习
◦ 机器学习>多臂老虎机：多臂老虎机仅有一个状态，学习的目标是在有限
个动作中选择一个对于该单一状态最优的动作；而机器学习中，每个学
习样本可视为一个状态，同时包含潜在的未纳入学习样本的状态，一般
来讲状态空间是不可数的，学习目标是寻找到一个泛化性强的映射，在
大量状态下都能取得不错的效果，映射空间一般也是不可数的。

◦ 多臂老虎机>机器学习：机器学习的损失一般为显式定义，且不具有随机
性，给定输入以及模型参数取值后便可求得确定的损失；多臂老虎机在
确定动作后，奖励值需要由环境给出，且通常带有随机性。

◦ 联系：二者均体现学习过程，机器学习表现为学习输入到输出的映射、
多臂老虎机表现为学习状态到动作的映射。



马尔可夫过程



从单一状态到有限状态
◦强化学习面对的场景通常不止一种状态。
在某种状态下选择一个动作，环境返回奖
励值的同时，也会返回一个新的状态。

◦对于静态的机器学习，状态之间不存在转
移关系，习得的策略只需要满足平均所有
状态单次产生的奖励最大即可。

◦对于动态的强化学习，状态之间存在转移
关系，因此习得的策略不仅要使得本次奖
励值最大，还要确保下一个状态足够好。

◦状态转移关系的存在与否是二者的第一个
区别。



马尔可夫过程（环境侧）



马尔可夫过程的简化版本



马尔可夫过程（智能体侧）



马尔可夫过程示例



贝尔曼方程



累计回报



累计回报



价值函数



贝尔曼方程



贝尔曼方程显式求解



基于模型与去模型



价值迭代与策略迭代



最优价值函数



价值迭代与策略迭代
◦价值迭代是指当策略给定时，
对价值函数进行迭代更新，使
其更接近理论值。

◦价值迭代一般有基于模型的动
态规划方法与去模型的蒙特卡
洛、时序差分方法。

◦策略迭代是指当价值函数给定
时，对策略进行迭代更新，使
其更优。

◦策略迭代的一般方法即贪婪决
策法、ε贪婪决策法、UCB方法
等。



价值迭代与策略迭代交替进行
◦价值迭代使得智能体对当前策略的评
估越来越准确；策略迭代使得智能体
逐渐改进自己的策略。二者交替进行，
在适宜的条件下，可以保证智能体习
得最优策略，并求出最优的价值函数。

◦二者交替的过程可以形象理解为：考
试测验→学习进步→考试测验→学习
进步……的过程。



动态规划



动态规划(DP)的特点
◦ 需要知道求解的问题的全部信息，例如奖励函数和状态转移方程。但是在
实际问题(例如COT搜索, 机器人控制等)上述的信息很难获取

◦ 在此基础上, DP求解大部分时候是多项式时间复杂度(例如背包问题,最长公
共子序列)

◦ 因此, 面临信息的不完全和高昂的计算代价, 实际使用的算法都可以被看作
是取得与DP算法相同的效果的尝试



应用DP的条件
◦ 需要最优子结构和重叠子问题

◦ 最优子结构是指一个给定问题的最优解可以分解成它的子问题的解

◦ 重叠子问题是指子问题的数是有限的，以及子问题递归地出现，使其可以
被存储和重用

◦有限动作和状态空间的 MDP 满足以上两个性质，贝尔曼方程实现了递归
式的分解，价值函数存储了子问题的最优解



回顾: 贝尔曼方程
◦ 策略函数(policy function): a = 𝜋 𝑠 , 根据状态𝑠决定动作𝑎. 在强化学习中是
优化对象

◦ 价值函数(value function): 更精确地, 称状态价值函数𝑉𝜋 𝑠 .
◦ 评价policy function的优劣的标准之一, 在状态𝑠下, 可以有多个动作𝑎, 每执行一个动作, 
系统就会转移到另一个状态(可能是一个在多个状态上的概率分布)

◦ 定义: 从当前的状态开始, 到最终状态时系统所获得的累积回报的期望. 依赖于状态𝑠和策
略𝜋.

◦ Formulation: 𝑉𝜋 𝑠 = 𝐸𝜋 𝑅 𝑡 𝑠𝑡 = 𝑠 , 𝑅𝑡 = σ
∞

𝑘 = 0
𝛾
𝑘
𝑟𝑡+𝑘+1



回顾: 贝尔曼方程
◦ 把贝尔曼方程拆分称递归的形式, 有

◦ 𝜋 𝑠, 𝑎 是在状态𝑠下选择动作𝑎的概率, 𝑃𝑠𝑠′
𝑎 是选择动作a时从s到s’的概率



策略估计
◦ 第一步：策略评估

◦ 策略评估使用贝尔曼方程来计算状态价值

◦ 下面是一个经典的例子计算



策略估计
◦



策略估计
◦ 任何在非终止状态间的转移得到的即时奖励均为-1，进入终止状态即时奖
励为0。

◦ 策略：每个动作概率为 0.25



策略估计, 例子



策略改进
◦ 策略改进基于当前评估得到的价值函数

◦ 如何改进？分析状态-动作价值函数，也就是，在当前状态s，执行动作a
之后的期望收益

◦ 而状态-动作价值函数的计算依赖于之前“估计”的价值函数



策略改进
◦ 策略改进基于当前评估得到的价值函数

◦ 如何改进？分析状态-动作价值函数，也就是，在当前状态s，执行动作a
之后的期望收益（下面是之前的例子中的状态-动作价值函数, 借助Grok）

◦



策略改进
◦ 策略改进基于当前评估得到的价值函数

◦ 对于状态-动作价值函数Q(s,a)，我们用贪心算法计算对每一个状态s使得
Q(s,a)最大的动作a’，作为新的策略



策略改进，例子



小结
◦强化学习中智能体与环境是一对核心范畴，它们的作用分别体现在
策略分布与状态转移及奖励的联合分布中。

◦多臂老虎机问题提供了策略迭代的基本方式，同时带领我们初识强
化学习与机器学习的异同。强化学习与机器学习的主要差异为：强
化学习需要考虑状态间的动态转移，强化学习的奖励反馈与状态转
移通常具有随机性且分布无法得知。

◦价值函数提供了一种评估策略优劣的方式，价值迭代与策略迭代的
配合，可以使得智能体逐步习得最优策略及其相应的价值函数。



谢谢！


